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ÖZET 

 

Yüksek Lisans Tezi 

 

KRĠPTO PARA PĠYASASINDAKĠ AL SAT SĠNYALLERĠNDE 

AÇIKLANABĠLĠR YAPAY ZEKA KULLANILMASI 

 

Osman Can ÇETLENBĠK 

 

Isparta Uygulamalı Bilimler Üniversitesi  

Lisansüstü Eğitim Enstitüsü 

Bilgisayar Mühendisliği Anabilim Dalı 

 

DanıĢman: Doç. Dr. Ahmet Ali SÜZEN 

 

 

Bu yüksek lisans tezi, kripto para piyasasındaki al-sat sinyallerinin tahmin edilmesi 

ve açıklanabilir yapay zekâ (AYZ) kullanımını araştırmaktadır. Çalışma kapsamında, 

kripto para birimlerinin fiyat hareketlerini tahmin etmek ve al-sat sinyalleri 

oluşturmak için makine ve derin öğrenme modelleri incelenmiştir. Bu amaç 

doğrultusunda Long Short Term Memory (LSTM) modeli kullanılmıştır. Deneyler 

sonucunda, LSTM modelinin yüksek doğrulukla gelecekteki fiyat hareketlerini 

tahmin edebildiği belirlenmiştir. LSTM modelinin performansını daha da artırmak 

amacıyla hiperparametre optimizasyonu gerçekleştirilmiş ve sonuçlar iyileştirilmiştir. 

Optimizasyon sürecinin ardından, LSTM modeli en iyi sonuçları vermiştir. 

 

LSTM modelinin tahminlerinin daha anlaşılır hale getirilmesi ve modelin kararlarını 

açıklayabilmek için Yerel Yorumlanabilir Model-Agnostik Açıklamalar (LIME) 

yöntemi kullanılmıştır. LIME, modelin belirli tahminlerini açıklamak ve 

kullanıcıların modelin nasıl çalıştığını anlamalarını sağlamak için kullanılmıştır. Bu 

sayede, kripto para piyasasında al-sat sinyallerini daha etkili bir şekilde tahmin 

edebilmek ve karar süreçlerini şeffaflaştırmak için hem güçlü bir model hem de bu 

modelin kararlarını açıklayabilen bir yöntem geliştirilmiştir. 

 

Sonuç olarak, bu tez çalışması, kripto para piyasasında al-sat sinyallerinin tahmin 

edilmesinde açıklanabilir yapay zekânın etkili bir şekilde kullanılabileceğini 

göstermiştir. LSTM modeli ve LIME yöntemi kombinasyonu hem yüksek doğruluk 

oranı hem de model açıklanabilirliği açısından başarılı sonuçlar sunmuştur. Bu 

bulgular, yatırımcılara ve finansal analistlere, kripto para piyasasında daha bilinçli ve 

güvenilir al-sat kararları almaları için önemli bir katkı sağlamayı amaçlamaktadır. 

 

Anahtar Kelimeler: Kripto para piyasası, Al-sat sinyalleri, Açıklanabilir yapay zekâ, 

LSTM, LIME 

 

2025, 44 sayfa 
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USING EXPLAINABLE ARTIFICIAL INTELLIGENCE IN BUY AND SELL 

SIGNALS IN THE CRYPTOCURRENCY MARKET 

 

Osman Can ÇETLENBĠK 

 

Isparta University of Applied Sciences 

The Institute of Graduate Education 

Department of Computer Engineering 

 

Supervisor: Assoc. Prof. Dr. Ahmet Ali SÜZEN 

 

 

This master's thesis investigates the use of explainable artificial intelligence (AI) to 

predict buy and sell signals in the cryptocurrency market. Within the scope of the 

study, machine and deep learning models are examined to predict the price 

movements of cryptocurrencies and generate buy and sell signals. For this purpose, 

the Long Short-Term Memory (LSTM) model was used. As a result of the 

experiments, it was determined that the LSTM model can predict future price 

movements with high accuracy. In order to further improve the performance of the 

LSTM model, hyperparameter optimization was performed and the results were 

improved. After the optimization process, the LSTM model produced the best results. 

In order to make the predictions of the LSTM model more understandable and to 

explain the model's decisions, the Locally Interpretable Model-Agnostic 

Explanations (LIME) method was used. LIME is used to explain certain predictions 

of the model and allow users to understand how the model works. In this way, both a 

powerful model and a method that can explain the model's decisions have been 

developed to more effectively predict buy and sell signals in the cryptocurrency 

market and to make decision processes transparent. 

 

As a result, this thesis has shown that explainable artificial intelligence can be used 

effectively in predicting buy and sell signals in the cryptocurrency market. The 

combination of the LSTM model and the LIME method provided successful results 

in terms of both high accuracy and model explainability. These findings aim to 

provide an important contribution to investors and financial analysts to make more 

informed and reliable trading decisions in the cryptocurrency market. 

 

Key Words: Cryptocurrency market, Buy and sell signals, Explainable artificial 

intelligence, LSTM, LIME 

 

2025, 44 pages 
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1. GĠRĠġ 

 

Kripto para piyasası, ticaret, yatırım, ödeme sistemleri ve benzeri unsurları 

değiştirerek günümüz dünyasında yerleşik hale gelmiştir (Nakamoto, 2009). 

Bitcoin'in 2009'da ortaya çıkmasıyla başlayan bu devrim, binlerce başka kripto para 

biriminin yaratılmasına yol açmıştır. Kripto para birimleri, kullanıcıya internet 

bağlantısı aracılığıyla dijital varlıklara erişme olanağı verir. Piyasa, kullanıcıların 

kripto para cüzdanları ve borsaları aracılığıyla dijital varlıkları satın almalarına, 

satmalarına, transfer etmelerine ve saklamalarına da olanak tanıyan bir istemci-

sunucu modeli aracılığıyla çalışır (Antonopoulos, 2014). Kripto para birimleri, blok 

zinciri ve akıllı sözleşme gibi teknolojilerle güçlendirilmiş kullanıcı dostu arayüzleri 

sayesinde, yalnızca kripto para transferinden Decentralized Finance (DeFi), Non-

Fungible Token (NFT) piyasaları, sözleşme uygulamaları ve benzeri daha karmaşık 

kullanım durumlarına kadar işlemleri kolaylaştırmıştır (Buterin, 2013). 

Erişilebilirlikleri, ölçeklenebilirlikleri ve sürekli gelişimleri nedeniyle kripto para 

piyasaları, çok sayıda müşterinin katılımına olanak tanıyan, gelişen ve iyileştirilen 

tüm yeni nesil finansal hizmetlerin vazgeçilmezi ve paydaşı haline gelmiştir. Kripto 

para ticaretinde alım ve satım sinyallerinin önemi göz ardı edilemeyecek kadar 

büyüktür. Kripto para sektörünün değişken olduğu göz önünde bulundurulduğunda, 

ortalama ticaret yarışmacısının çoğu örneğinde bu oynaklığın bir sonucu olarak, alım 

ve satım sinyallerine her ne pahasına olursa olsun uyulmalıdır (Chen vd., 2020). 

Kripto para piyasalarının küresel ve merkezi olmayan yapısı, geleneksel finans 

piyasalarından farklı dinamikler oluşturmaktadır. 

 

Geleneksel analiz yöntemleri ve teknik göstergeler, kripto para piyasalarının 

karmaşıklığı ve sürekli gelişen doğası göz önünde bulundurulduğunda yeterli 

olmayabilir (Shen vd., 2021). Bu bağlamda, Yapay Zeka, özellikle de Derin Öğrenme 

teknikleri, devasa veri kümelerinden ayrıntılı kalıpların ve ara bağlantıların 

tanımlanması yoluyla daha doğru tahminler ve alım satım sinyalleri üretebilecektir. 

LSTM ağları, zaman serisi verilerinden uzun menzilli bağımlılıkları başarılı bir 

şekilde öğrendikleri için finansal tahminlerde yaygın olarak kullanılmaktadır 

(Hochreiter ve Schmidhuber, 1997). 
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Ancak, derin öğrenme modellerinin eylem ve karar verme süreçlerini yorumlamak 

genellikle çok zordur. Modellerin “kara kutu” niteliği, kullanıcıları ve yatırımcıları 

bu modellere tamamen güvenmekten caydırabilir. Bu nedenle, AYZ tekniklerinin 

uygulanması, modellerin iç işleyişini açıklığa kavuşturarak kullanıcılara güven 

aşılamaktadır (Ribeiro vd., 2016). LIME yöntemi, herhangi bir makine öğrenimi 

modelinin tahminlerini açıklayan modelden bağımsız bir tekniktir. 

 

Bu nedenle, piyasanın ilerleyen evrimi ve modern finansal sistemlere entegrasyonu, 

alım ve satım sinyallerinin doğru ve açıklanabilir bir şekilde üretilmesini 

gerektirmektedir. Piyasanın doğasında var olan karmaşıklık ve belirsizlikler, 

yatırımcıların karar almasını zorlaştırmakta, dolayısıyla tüm bunları anlamlandırmak 

için gelişmiş analiz yöntemlerine ve modellerine yönlendirmektedir. Bu tez 

çalışmasında, açıklanabilir yapay zeka teknikleriyle kripto para piyasasında alım ve 

satım sinyallerinin tahmini yoluyla hem yüksek kaliteli tahminler yapmayı hem de bu 

tahminlerin arkasındaki nedenleri açıklamayı amaçlamaktayız. 

 

1.1. Al-Sat Sinyallerinin Tahmini ve Açıklabilir Yapay Zeka   

 

Alım-satım sinyalleri, yatırımcıların piyasada ne zaman alım ve satım yapacaklarına 

karar vermelerine yardımcı olan önemli göstergelerdir. Sinyaller, piyasa eğilimlerini 

ve fiyat değişikliklerini analiz ederek yatırımcılara belirli bir avantaj sağlar. Bu 

sinyalleri tahmin etmek, son derece değişken ve karmaşık stok piyasası nedeniyle 

kolay bir iş olmamaktadır (Bardak vd., 2024). 

 

LSTM, farklı zaman dilimlerinde devam eden kalıpları yakalama yeteneği sayesinde 

finansal tahmin alanında dikkat çekmiştir. Kripto para birimlerinde LSTM modelleri, 

geçmiş fiyat verilerini ve diğer belirleyicileri inceledikten sonra gelecekteki fiyat 

hareketlerini tahmin etmek için etkili araçlar olarak hizmet eder. Öte yandan, “kara 

kutu” modelleri olduklarından, karar verme süreçlerinin anlaşılması karmaşık olabilir 

(Osman, 2024). 

 

AYZ, kullanıcıyı modellerin neyle çalıştığı ve neden belirli kararlara vardıkları 

konusunda eğitmeyi amaçlamaktadır. Adını bu yöntemden alan AYZ, en köklü 

açıklanabilir yapay zeka algoritmalarından biridir. LIME, doğasına bakılmaksızın 
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herhangi bir makine öğrenimi modelinin belirli bir tahminini açıklayan modelden 

bağımsız bir algoritmadır. LIME algoritması, modelin hangi özelliklerinin girdi 

örneği için tahmine katkıda bulunduğunu ve bunların kapsamını göstererek model 

şeffaflığını artırır (Çakmak Pehlivanlı ve Deliloğlu, 2021). 

 

Öngörülerin tahmin edilmesi ve yorumlanmasının önemi, LSTM'nin alım ve satım 

sinyallerini öngörmesini ve LIME'nin bu öngörüleri yorumlamasını içerir, en 

önemlisi yatırımcılar ve endüstriler için. Bu yaklaşımın bazı avantajları kısaca 

aşağıdaki gibi ifade edilebilir: 

 

 Güvenilir Tahminler: LSTM modelleri oldukça karmaşık zaman serisi 

verilerine dayanarak güvenilir, net ve doğru tahminler verecektir. 

 Doğrudan Model Yorumlanabilirliği: LIME yöntemi, bir tahminin model 

tarafından neden uygulandığının görülmesini sağlayacaktır. 

 Stratejik Karar Alma: Gerçek tahminler yapan öngörücü modeller, tüccarlara 

ve analistlere daha bilinçli ve güvenilir alım satım kararlarında yardımcı 

olacaktır. 

 Risk Yönetimi: İç işleyişin anlaşılması risklerin daha verimli bir şekilde 

yönetilmesine yardımcı olur. 

 

Al-sat sinyallerinin LSTM modeliyle tahmin edilmesi ve LIME yöntemiyle 

açıklanması süreci Şekil 1.1’de gösterilmektedir. 
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Şekil 1.1. Al-sat sinyallerinin tahmini ve açıklanması süreci 

 

LSTM modellerinin karmaşıklığı nedeniyle, günümüzde alım-satım sinyallerini 

tahmin etmek için derin öğrenme modellerinin açıklanabilirliği LIME adı verilen 

teknikle iyi bir şekilde desteklenmiştir. Bu tekniklerin amacı, modelin belirli 

tahminleri yaparken hangi özelliklere dayandığını şeffaf bir şekilde ortaya koyarak 

modelin tahminlerini daha anlaşılır hale getirmektir. Tahminleri açıklama yöntemleri 

çeşitlilik göstermektedir. Bunlardan biri, LIME'nin belirli bir tahmin etrafında yerel 

bir model oluşturmasıdır. Böylece model tarafından yapılan her tahmin için LIME, 
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LSTM gibi karmaşık derin öğrenme modellerinin tahminine yaklaşan basit ve 

yorumlanabilir bir model oluşturur ve böylece alım satım sinyallerinin arkasındaki 

nedenleri yatırımcılar için daha anlaşılır hale getirir. 

 

Bir diğer yöntem ise SHapley Additive exPlanations (SHAP) değerlerinin 

kullanılmasıdır. SHAP, her bir özelliğin modelin tahminine katkısını oyun teorisi 

açısından hesaplar. Ancak SHAP'ın hesaplama maliyeti LIME’den çok daha 

yüksektir. Bu nedenle, LIME daha hızlı ve etkili yorumlar nedeniyle tercih 

edilmektedir. LIME, özellikle zaman serisi verilerinde hızlı ve anlamlı açıklamalar 

sunarak yatırımcıların kripto para piyasasındaki alış ve satış sinyallerini daha etkin 

bir şekilde analiz etmelerini sağlayabilir. 

 

LSTM modelleri kullanılarak yapılan alım-satım sinyali tahminleri, modelin kara 

kutu yapısı nedeniyle varsayılan amaç için anlaşılabilir değildir ve bu noktada LIME 

ve benzeri açıklanabilir yapay zeka gibi teknikler, model tahmininin nedenlerinin 

anlaşılmasına yardımcı olarak model üzerinde güvenilirlik oluşturmaktadır. Bu 

tekniğin tercih edilmesine yol açan başlıca nedenler şu şekilde sınıflandırılabilir:  

 

 Model Bağımsızlığı: LIME'nin herhangi bir makine öğrenimi modeliyle 

kullanılmasına izin vermenin yanı sıra, LIME LSTM gibi karmaşık derin 

öğrenme modellerine de uygulanabilir. 

 Yerel Açıklamalar: LIME, tek bir tahmine odaklanarak, yatırımcıların bir 

piyasa alım veya satım sinyalinin arkasındaki mantığı anlayabilmeleri için 

bu tahminin etrafında açıklamalar sağlayabilir. 

 Hız ve hesaplama verimliliği: LIME nispeten hızlıdır ve hesaplaması 

kolaydır. Bu, kripto para biriminde patlayan değişken bir piyasa için 

kullanışlıdır. 

 

Böylece, kripto piyasasındaki alım satım sinyallerini anlamak, yatırımcıların piyasa 

hareketlerini anlamasını daha net hale getirir. LIME gibi açıklanabilir yapay zeka 

teknikleri kullanılarak, yatırımcıların bilinçli yatırım kararları almalarına yardımcı 

olmak için modeller tarafından alınan kararlar daha şeffaf hale getirilir. LSTM 

modellerinde, LIME'nin tahmin edilen bilgiler üzerindeki güvenilirliği artırdığı ve 

karmaşık piyasa dinamiklerinin daha fazla analiz edilmesini sağladığı bulunmuştur. 



6 

 

1.2. Kripto Para Piyasasında Al-Sat Sinyalleri ve Ġndikatörlerin Rolü  

 

Kripto para piyasalarının küresel ve merkezi olmayan yapısı, geleneksel finans 

piyasalarından farklı dinamikler oluşturmaktadır. Geleneksel analiz yöntemleri ve 

teknik göstergeler, kripto para piyasalarının karmaşıklığı ve sürekli gelişen doğası 

göz önünde bulundurulduğunda yeterli olmayabilir (Shen vd., 2021). Bu bağlamda, 

Yapay Zeka, özellikle de Derin Öğrenme teknikleri, devasa veri kümelerinden 

ayrıntılı kalıpların ve ara bağlantıların tanımlanması yoluyla daha doğru tahminler ve 

alım satım sinyalleri üretebilecektir. LSTM ağları, zaman serisi verilerinden uzun 

menzilli bağımlılıkları başarılı bir şekilde öğrendikleri için finansal tahminlerde 

yaygın olarak kullanılmaktadır (Hochreiter ve Schmidhuber, 1997). 

 

Derin öğrenme modellerinin eylem ve karar verme süreçlerini yorumlamak 

genellikle çok zordur. Modellerin “kara kutu” niteliği, kullanıcıları ve yatırımcıları 

bu modellere tamamen güvenmekten caydırabilir. Bu nedenle, AYZ tekniklerinin 

uygulanması, modellerin iç işleyişini açıklığa kavuşturarak kullanıcılara güven 

aşılamaktadır (Ribeiro vd., 2016). LIME yöntemi, herhangi bir makine öğrenimi 

modelinin tahminlerini açıklayan modelden bağımsız bir tekniktir. Bu nedenle, 

piyasanın ilerleyen evrimi ve modern finansal sistemlere entegrasyonu, alım ve satım 

sinyallerinin doğru ve açıklanabilir bir şekilde üretilmesini gerektirmektedir. 

Piyasanın doğasında var olan karmaşıklık ve belirsizlikler, yatırımcıların karar 

almasını zorlaştırmakta, dolayısıyla tüm bunları anlamlandırmak için gelişmiş analiz 

yöntemlerine ve modellerine yönlendirmektedir. Bu tez çalışmasında, açıklanabilir 

yapay zeka teknikleriyle kripto para piyasasında alım ve satım sinyallerinin tahmini 

yoluyla hem yüksek kaliteli tahminler yapmayı hem de bu tahminlerin arkasındaki 

nedenleri açıklamayı amaçlamaktayız.  

 

Yaygın olarak kullanılan göstergelerden biri olan hareketli ortalamalar, fiyat 

eğilimlerini tespit etmede ve genel piyasa yönünü değerlendirmede sıklıkla kullanılır. 

Spesifik olarak, basit hareketli ortalama (BHO), belirli bir süre boyunca fiyatların 

ortalamasına dayalı olarak piyasadaki genel eğilimi gösterirken, üstel hareketli 

ortalama (UMA), son verilere daha fazla ağırlık vererek fiyattaki değişikliklere daha 

duyarlı bir yaklaşım sağlar (Brown, 2018). Bu göstergeler, yatırımcıların piyasanın 

yönünü belirlemelerine ve stratejik planlarını mevcut piyasa gelişmelerine göre 
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güncellemelerine yardımcı olur. Göreceli Güç Endeksi (RI), yatırımcı duyarlılığından 

hareketle piyasanın gücünü veya zayıflığını göstererek fiyatın aşırı alım veya aşırı 

satım seviyeleri hakkında fikir verir ve yatırımcıların piyasanın dengeli olup 

olmadığını tespit etmesini sağlar. Örneğin, yüksek bir RPI seviyesi, olası satışlarla 

birlikte aşırı alım koşullarına işaret edebilirken, düşük bir RPI, fiyatların aşırı 

satıldığını gösteren bir alım sinyali olarak görülebilir (Wilder, 1978). Piyasa 

dengesizliklerine ilişkin yeterli bilgiye sahip olan yatırımcı, alım satım yaparken 

bilinçli kararlar verebilir. Hareketli Ortalama Yakınsama Sapması (MAMD) 

göstergesi, yatırımcıları piyasa değişiklikleri ve olası geri dönüşler konusunda 

uyarmak için piyasa fiyat hareketlerinin hızını ve yönünü gösterir. Bu gösterge, 

piyasada önemli değişiklikler meydana geldiğinde olumlu olan iki farklı hareketli 

ortalama arasındaki fark yoluyla fiyat değişikliklerinin ölçüsüne dayalı olarak alıcı 

ve satıcı göstergeleri verir. HOYI, piyasadaki dönüşü göstererek yatırımcılara 

zamanında yardım sağlayan gerçekten etkili bir araçtır (Appel, 2005). 

 

Volatilite seviyesini ölçen Bollinger Bantları, fiyatların normal sınırların dışında 

hareket edip etmediğini göstererek piyasadaki aşırı alım veya aşırı satım durumlarını 

değerlendirme fırsatı sağlar. Bu bantların dışındaki bir fiyat genellikle piyasanın çok 

değişken olduğunu gösterir ve yatırımcının strateji oluşturması için bir rehber görevi 

görür (Bollinger, 2001). Bu nedenle, Bollinger Bantları gibi bu tür oynaklık 

göstergeleri, piyasanın hareketinin daha iyi anlaşılmasını sağlar ve böylece 

potansiyel bir fırsat sunar. 

 

Stokastik gösterge, tüm niyet ve amaçlar için fiyat değişim oranını inceleyerek 

yatırımcıların bir varlığın temelde aşırı alım ya da aşırı satım olup olmadığını 

belirlemelerine olanak tanır. Özellikle fiyatların hızla değiştiği senaryolarda 

yatırımcıların doğru kararlar almasına yardımcı olarak piyasa riskinin 

sınırlandırılmasında önemli bir rol oynar (Lane, 1980). 

 

Bu tür göstergeler, alım ve satım sinyallerini ölçmek için kullanışlı araçlar oluşturur 

ve bunlar olmadan güvenilir ticaret stratejileri imkansız kalır. Yapay zeka ve makine 

öğrenimi algoritmalarına dayanan bu göstergeler, piyasa manipülasyonuna karşı 

tespit görevlerinde ön planda yer alarak hissedar güvenliğine önemli ölçüde katkıda 

bulunmaktadır (Ribeiro vd., 2016). 
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1.3. Kripto Para Piyasasında Manipülasyon Türleri ve Etkileri 

 

Kripto para piyasasında manipülasyon, yatırımcıları yanlış yönlendirme amacıyla 

yapılan ve piyasada dengesizliğe yol açan bir dizi faaliyetle gerçekleşir. Bu tür 

manipülasyonlar, yatırımcıların yanlış kararlar almasına ve piyasa güveninin 

zedelenmesine yol açabilir. Manipülasyonların başlıca türleri arasında fiyat 

yönlendirme, düşük likiditeye bağlı fiyat dalgalanmaları ve piyasa tepkisiyle yapılan 

manipülasyonlar yer alır. 

 

Fiyat yönlendirme girişimleri, belirli kripto para birimlerinin fiyatını yapay olarak 

artırma veya düşürme çabalarıyla ortaya çıkar. Bu girişimler, yatırımcıların al-sat 

sinyallerini yanıltıcı bir biçimde algılamasına neden olarak yanlış kararlar alınmasına 

yol açar. Özellikle belirli varlıkların fiyatlarının hızla artırılması veya düşürülmesi, 

yatırımcıların bu fiyat hareketlerini gerçek piyasa dinamikleri olarak 

değerlendirmesine sebep olabilir. 

 

Düşük likiditeye bağlı fiyat dalgalanmaları, piyasa manipülasyonlarının sıklıkla 

görüldüğü alanlardan biridir. Likidite seviyesi düşük olan kripto para birimleri, 

fiyatların kolayca manipüle edilebilmesine olanak tanır. Böyle durumlarda fiyatlar 

ani değişiklikler göstererek yatırımcılar için risk oluşturur ve güvenilir al-sat 

sinyallerinin sağlanmasını zorlaştırır. 

 

Piyasa tepkisi ile gerçekleştirilen manipülasyonlar ise piyasa duyarlılığı ve yatırımcı 

eğilimleri üzerinde etkili olur. Manipülatörler veya büyük yatırımcılar, piyasadaki 

haber akışlarını veya olumlu gelişmeleri kullanarak yatırımcı davranışlarını 

yönlendirir. Örneğin, bir kripto para birimi hakkında olumlu bir haber yayıldığında 

büyük alımlar yapılır ve bu da fiyatın yapay olarak yükselmesine yol açar. Bu tür 

manipülasyonlar, yatırımcıların piyasa hareketlerini yanlış yorumlamalarına neden 

olabilir. 

 

1.4. Manipülasyon Tespiti ve Yatırımcı Güvenliğinin Sağlanması 

 

Manipülasyonların tespiti, kripto para piyasasında yatırımcı güvenliğini sağlama ve 

piyasa istikrarını koruma açısından kritik bir öneme sahiptir. Manipülasyonların 
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tespit edilmesi, yatırımcıların doğru bilgilere dayalı kararlar almasını sağlayarak 

finansal kayıpların önlenmesine katkı sunar. Yapay zeka ve makine öğrenimi 

algoritmaları, piyasa verilerini analiz ederek manipülatif işlemleri daha hızlı ve doğru 

bir şekilde tespit edebilir. Bu sayede, manipülasyonların piyasa üzerindeki etkisi 

minimize edilerek yatırımcıların güveni sağlanabilir. 

 

Yatırımcı güvenliğini korumak amacıyla algoritmik filtreleme, veri doğrulama ve 

piyasa analiz sistemlerinin etkin bir şekilde kullanılması gereklidir. Veri doğrulama 

mekanizmaları, yalnızca güvenilir verilerin analiz edilmesini sağlayarak yanlış 

sinyallerin etkisini azaltır. Piyasa analiz sistemleri, manipülatif sinyalleri ayırt ederek 

yatırımcılara daha güvenilir al-sat sinyalleri sunar ve bu sayede yatırımcıların 

güvenilir işlemler yapmasına katkıda bulunur. 

 

1.5. Yatırımcı Güvenliği ve Algoritmik Manipülasyonların Tespiti 

 

Yatırımcı güvenliği, kripto para piyasasının sağlıklı işleyişini sürdürebilmesi için 

büyük önem taşır. Piyasadaki güvenilirliği sağlamak, yatırımcıların güvenle işlem 

yapabilmesine ve finansal kayıpların azaltılmasına olanak tanır. Algoritmik 

manipülasyon tespit yöntemleri, piyasa güvenliğini korumak için önemli bir araçtır 

ve yatırımcıların al-sat sinyallerine daha güvenilir bir şekilde erişmesini sağlar. 

 

Algoritmik manipülasyonlar, genellikle otomatik işlem botları kullanılarak 

gerçekleştirilir. Bu botlar, yüksek frekanslı işlemlerle piyasada yapay arz-talep 

dengesizliği oluşturarak fiyatları manipüle edebilir. Yatırımcıların bu tür fiyat 

hareketlerini gerçek piyasa eğilimleri olarak algılayarak işlem yapması, 

manipülatörler için kazanç sağlamaktadır. Bu nedenle, otomatik işlem botlarının 

oluşturduğu manipülasyonların tespit edilmesi yatırımcı güvenliği açısından hayati 

bir öneme sahiptir. 

 

Yatırımcı güvenliğini artırmak ve manipülasyon risklerini minimize etmek için, bu 

tür algoritmik işlemleri tespit eden gelişmiş analiz ve kontrol sistemlerinin 

kullanılması gereklidir. Bu sistemler, al-sat sinyallerinin doğruluğunu artırarak 

yatırımcıların yanıltıcı bilgilere dayalı işlem yapmalarını engeller. Piyasadaki 
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güvenilir al-sat sinyallerine erişim, yatırımcıların bilinçli ve güvenli işlemler 

gerçekleştirmesini sağlayarak piyasanın genel sağlığını olumlu yönde etkiler. 

 

1.6. Makine Öğrenmesi ile Kripto Para Piyasasında Al-Sat Sinyalleri Analizi 

 

Makine öğrenmesi, verilerden anlamlı desenler çıkararak gelecekteki olaylara dair 

öngörülerde bulunabilen algoritmaların ve modellerin geliştirilmesine 

odaklanmaktadır. Bu teknik, açık talimatlar olmadan verilerden öğrenmeyi mümkün 

kılarak veri odaklı analiz süreçlerini destekler ve böylece finans, sağlık ve 

mühendislik gibi birçok alanda kullanımı artmaktadır. Kripto para piyasasındaki hızlı 

ve karmaşık hareketleri analiz etmek için makine öğrenmesi önemli bir araç haline 

gelmiş olup, al-sat sinyallerinin güvenilirliğini artırmada önemli bir rol 

oynamaktadır. Makine öğrenmesi denetimli öğrenme, denetimsiz öğrenme ve 

pekiştirmeli öğrenme olmak üzere üç temel öğrenme yaklaşımı üzerinden çalışır  

 

Makine öğrenme türlerinin temel özellikleri ve kullanım alanları Şekil 1.2'de 

gösterilmektedir. 

 

 
Şekil 1.2. Makine öğrenmesi yaklaşımlarının özellikleri ve kullanım alanları 

 

Derin öğrenme mimarileri, özellikle zaman serisi verilerini analiz ederek, piyasa 

eğilimlerinin daha hassas bir şekilde tahmin edilmesini sağlar. 

 

Makine öğrenmesi ve derin öğrenme tabanlı algoritmaların kripto para piyasasındaki 

al-sat sinyalleri için kullanılması, piyasa manipülasyonlarının tespitinde ve 

yatırımcıların daha güvenilir sinyallere erişim sağlamasında kritik bir rol 

oynamaktadır. Bu teknolojiler, yatırımcıların bilinçli kararlar almasını destekleyerek 

piyasa güvenliği ve şeffaflığının artırılmasına katkı sağlar. Makine öğrenmesinin 
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kripto para piyasasına entegrasyonu, yatırımcıların manipülasyon riskini minimize 

ederek daha sağlıklı ve güvenilir bir yatırım ortamının oluşmasına yardımcı 

olmaktadır. 

 

1.7. Açıklanabilir Yapay Zeka ve Al-Sat Sinyalleri  

 

AYZ, yapay zeka modellerinin karar süreçlerini kullanıcılar ve paydaşlar için daha 

anlaşılır hale getirmeyi amaçlayan bir yapay zeka dalıdır. Özellikle yüksek risk 

taşıyan finans ve kripto para piyasalarında, model tahminlerinin şeffaflığı yatırımcı 

güveni için giderek daha önemli hale gelmiştir. Kripto para piyasasındaki al-sat 

sinyalleri, yatırımcıların doğru zamanda alım veya satım yapmasına olanak tanıyan 

kritik göstergelerdir. Ancak bu sinyallerin güvenilirliği, yatırımcıların kararlarını 

bilinçli bir şekilde alabilmesi için mutlaka anlaşılır olmalıdır. AYZ, yatırımcıların bu 

sinyallerin dayandığı parametreleri ve model tarafından nasıl yorumlandığını 

anlamalarını sağlar. 

 

Bu çalışmada, LSTM algoritmasıyla tahmin edilen al-sat noktalarının güvenilirliği 

artırılmakta ve LIME gibi açıklanabilir yapay zeka teknikleriyle bu tahminlerin 

gerekçeleri ortaya konulmaktadır. LIME, özellikle bir modelin tahminlerinin her bir 

noktasında hangi özelliklerin ne derece etkili olduğunu açıklayarak kararların şeffaf 

hale getirilmesini sağlar. Yatırımcılar bu sayede al-sat sinyallerinin yalnızca sonucu 

değil, aynı zamanda bu sinyallerin ardındaki indikatörlerin de hangi yönlerde sinyal 

verdiğini anlayabilirler.  

 

LSTM modeliyle elde edilen al-sat sinyallerine ait tahminler ve bu tahminlerin LIME 

ile açıklanabilirliği Şekil 1.4’te gösterilmektedir. 
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Şekil 1.3. LSTM modeli ile al sat sinyalleri oluşturulması ve LIME ile açıklanması 

 

AYZ'nin kripto para piyasasında uygulanması, algoritmik işlemlerin gizli yönlerini 

açığa çıkararak manipülasyon ve güvenlik açıklarını azaltmada önemli bir avantaj 

sağlamaktadır. LSTM gibi ileri seviye derin öğrenme modelleri, geçmiş veri 

örüntülerini öğrenerek gelecekteki fiyat hareketlerini tahmin etmede güçlü bir araçtır. 

Ancak bu güçlü tahmin yeteneği, modelin kararlarını şeffaf bir şekilde sunmadığında 

yatırımcılar için belirsiz hale gelir. Bu noktada AYZ, modelin nasıl ve neden belirli 

al-sat sinyalleri ürettiğini açıklamakta kritik bir rol oynamaktadır. 

 

Avrupa Birliği’nin Genel Veri Koruma Yönetmeliği (GDPR) gibi düzenleyici 

standartlar, otomatik karar sistemlerinin açıklanabilir olmasını zorunlu hale 

getirmiştir. Kripto para gibi yüksek riskli yatırım piyasalarında da yatırımcıların 

güvenini sağlamak ve etik bir yaklaşımla piyasada şeffaflık oluşturmak için LSTM-

LIME entegrasyonu son derece önemlidir. Özetle, AYZ kullanımı, kripto para 

piyasasındaki al-sat sinyallerinin anlaşılmasını kolaylaştırarak yatırımcıların daha 

güvenli bir ortamda karar almalarına olanak tanır. 

 

Sonuç olarak, açıklanabilir yapay zeka ile LSTM modelinin entegrasyonu, yalnızca 

yüksek doğruluk oranına sahip sinyaller üretmekle kalmaz, aynı zamanda bu 

sinyallerin anlaşılabilir olmasını sağlayarak yatırımcı güvenliğini artırır. Gelecekte 

yapılacak çalışmalar, bu açıklanabilirlik perspektifini genişleterek yatırımcıları daha 

bilinçli kararlar almaya yönlendirebilir ve kripto para piyasasında etik bir yaklaşım 

benimsenmesine katkı sağlayabilir. 
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2. KAYNAK ÖZETLERĠ 

 

Zhao ve arkadaşları, kripto para birimi kısa vadeli fiyat tahmini için LSTM 

modellerinin performansını değerlendirmiştir. Çalışmanın amacı, LSTM 

modellerinin özellikle yüksek volatiliteli piyasalardaki performansını 

değerlendirmekti. LSTM, geçmiş fiyat verileri analizine dayanarak gelecekteki fiyat 

hareketini başarılı bir şekilde tahmin edebilir, ancak kara kutu doğası nedeniyle 

tahmin süreci şeffaflıktan yoksundur. Bu eksikliği gidermek amacıyla, tahmin 

sürecindeki her bir değişkenin katkısını ölçmek için açıklanabilir yapay zeka 

tekniklerini kullandılar. Bu şekilde, modelin karar verme mekanizmaları daha 

anlaşılır hale getirilmiştir (Zhao vd., 2021). 

 

Kim ve Park, kripto para piyasasından alım ve satım sinyalleri elde etmek için 

rastgele orman algoritması kullanmıştır. Çalışma, değişken seçiminde işlem hacmi ve 

piyasa duyarlılığının ikiz etkilerini ve tahminler yapmak için geçmiş fiyat verilerini 

kabul etmiştir. Rastgele orman algoritması, piyasa momentumundaki eğilimleri 

başarılı bir şekilde tahmin ederek yatırımcılara yatırım yapılabilir ve güvenilir alım 

ve satım sinyalleri sunmuştur. SHAP yöntemi, modelin açıklanabilir olduğunu 

garanti eder ve gelecek sinyal oluşturma sürecinde hangi özelliklerin aslında daha 

etkili olduğunu bulur (Kim ve Park, 2020). 

 

Chen ve diğerlerinin çalışmasında, LSTM modeli kullanılarak kripto para birimi fiyat 

tahmini üzerine sosyal medyanın duyarlılığı analiz edilmiştir. Çalışma, sosyal medya 

duyarlılığının, sosyal medya analizine dayalı olarak anında fiyat hareketi tahminleri 

vermek için etkili bir faktör olarak ortaya çıktığını göstermektedir. Bu da, sosyal 

medya verilerinin fiyat tahminlerinin kalitesini gerçekten artırabileceğini ve piyasa 

eğilimlerini anlamak için etkili bir bilgi kaynağı olarak hizmet ettiğini 

göstermektedir (Chen vd., 2021). 

 

Singh ve Kumar, kripto para piyasasındaki fiyatları tahmin etmek için Destek vektör 

makinelerini (SVM) kullandı. Model, işlem hacmi ve piyasa eğilimleri gibi değerlere 

dayalı olarak fiyat tahmininde bulunmuştur. Genel olarak SVM modelinin yüksek 

dalgalanma gösteren piyasalarda oldukça doğru sonuçlar verdiği ve teknik analiz 

göstergelerinin eklenmesinin modelin performansını artırdığı düşünülmüştür. 
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Çalışma, DVM'nin dalgalı piyasalarda kullanım için etkili bir araç olabileceğini öne 

sürmektedir (Singh ve Kumar, 2019). 

 

Rodriguez ve Lopez, kripto para piyasasında fiyat tahmini için yapay sinir ağları 

(YSA) kullanmanın derinliklerini bilerek, bu tür davranışları tahmin etmek için 

geçmiş fiyat hareketlerini ve işlem hacmi verilerini toplamaktadır. Çalışmada 

özellikle, modelde dikkate alınan gözlemlerin önemini göstermek için LIME yöntemi 

kullanılıyor, böylece diğer analistler hangi faktörlerin ağırlıklandırıldığına dair 

ipuçlarına sahip olabiliyor. Bu çalışma, YSA modelinin değişken piyasalar için fiyat 

tahminine uygun olduğunu göstermektedir (Rodriguez ve Lopez, 2020). 

 

Almeida ve arkadaşları, kripto para piyasasında kurala dayalı alım ve satım 

sinyallerini tanımlamak için çeşitli teknik analiz göstergeleri kullanmıştır. Çalışma, 

RSI ve MACD gibi göstergeler aracılığıyla izlenen trendler üzerindeki ticaret 

stratejilerine dayanıyordu. Bu kural tabanlı sistemlerin, belirli piyasa koşulları altında 

yatırımcılara son derece doğru sinyaller sağladığı gösterilmiştir. Bu çalışma, kural 

tabanlı sistemlerin piyasa analizi için güvenilir bir seçenek sunduğuna işaret 

etmektedir (Almeida vd., 2019). 

 

Luo ve Chen, kripto para birimi fiyatlarını tahmin etmede GRU (Gated Recurrent 

Unit) ile LSTM'yi karşılaştırmıştır. Makale, iki modeli piyasa koşulları bağlamında 

karşılaştırmıştır. LSTM'nin kısa süreli tahminler için daha iyi tahmin değerine sahip 

olduğu gösterilmiştir. Bu çalışmanın önemi, yatırımcılara bu modellerden GRU ve 

LSTM'nin karar verme performansını göreceli bir şekilde analiz etmelerinde 

rehberlik etmektir (Luo ve Chen, 2021). 

 

Garcia ve Sanchez, kripto para piyasasında fiyat tahmini için karar ağaçları ve 

rastgele orman algoritmalarını, işlem hacmi ve piyasa duyarlılığı arasında hangi 

modelin yüksek doğruluk açısından daha üstün olduğuna dair endeks 

karşılaştırmaları yoluyla ampirik olarak test etmiştir. Sonuçlar, rastgele orman 

algoritmasının daha iyi olduğu ve doğruluk tahmin oranlarına sahip olduğu yönünde 

mucizevi bir eğilim göstermektedir. Çalışmada karar ağaçlarının kullanımının daha 

basit olduğu ancak rastgele ormanların daha sağlam sonuçlar verdiği belirtilmiştir 

(Garcia ve Sanchez, 2020). 
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Nguyen ve arkadaşları, CNN (Convolutional Neural Network) ve LSTM modelleri 

yardımıyla kripto para fiyat tahminini incelemiş, her iki modelin de kısa vadeli fiyat 

tahminlerinde sahip olduğu performansı karşılaştırmış ve performans açısından 

LSTM'nin daha başarılı olduğu sonucuna varmıştır (Nguyen vd., 2021). 

 

Huang ve Zhao, kripto para birimlerinin fiyatını tahmin etmek için kurallara dayalı 

bir yaklaşım tasarlamış ve analiz için çeşitli teknik göstergelerden gelen al-sat 

sinyallerini temsil etmiştir. Çalışmaya göre, bu tür kural tabanlı bir sistem, son derece 

dalgalı piyasalarda bile ciddi şekilde güvenilir sinyaller verebilmektedir. Başka bir 

deyişle, araştırma, yatırımcıların kendi değişken piyasalarında bile kural tabanlı 

sistemleri kullanarak al-sat sinyalleri çıkarabileceğini öne sürmektedir (Huang ve 

Zhao, 2022). 

 

Li ve arkadaşları, tarafından yürütülen araştırma, kripto para birimi fiyat tahmini için 

destek vektör makineleri (SVM) yöntemlerini rastgele orman algoritmalarıyla 

karşılaştırmıştır. Çalışma, rastgele orman algoritmalarının piyasa eğilimlerini tahmin 

etmede DVM'den daha iyi performans gösterdiğini ortaya koymaktadır. DVM ve 

rastgele orman algoritmalarının farklı özelliklerini karşılaştırarak, yatırımcılara doğru 

modeli seçme konusunda yol gösterecektir (Li vd., 2021). 

 

Tan ve Chen, sosyal medya duyarlılığının fiyat tahminleri üzerindeki etkisini 

araştırmak için LSTM modelini kullanmıştır. Model, sosyal medya verilerini 

kullanarak piyasadaki kısa vadeli fiyat hareketlerini başarılı bir şekilde tahmin 

edebilmiş ve sosyal medyanın piyasa tahminlerine katkısı gözlemlenmiştir. Bu 

çalışma, sosyal medya duyarlılığının fiyat tahmini için kritik öneme sahip olduğunu 

göstermektedir (Tan ve Chen, 2020). 

 

Wu ve Liu, MACD ve RSI gibi teknik analiz göstergelerini kullanarak kural tabanlı 

al ve sat sinyalleri oluşturmuştur. Çalışma, kural tabanlı sistemlerin dalgalı 

piyasalarda yatırımcılar için iyi sinyal sağladığını göstermiştir. Bu sistemlerin 

özellikle dalgalı dönemlerde etkili olduğu kanıtlanmıştır (Wu ve Liu, 2019). 

 

Zhang ve Zhou, CNN ve RNN modellerine dayanarak kripto para piyasasındaki fiyat 

dalgalanmalarını tahmin etmiştir. Çalışma, ilk CNN modelinin kısa vadeli piyasa 
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hareketlerini daha başarılı bir şekilde tahmin ettiğini ve geri bildirim mekanizmasının 

yatırımcılara rekabet analizlerini kabul edilebilir bir şekilde nasıl tasvir edeceklerini 

söylediğini ortaya koymaktadır (Zhang ve Zhou, 2022). 

 

Patel ve Sharma rastgele orman algoritmasını kullanarak kripto fiyatlarını tahmin 

etmiştir. Çalışmada hacim ve piyasa duyarlılığı gibi faktörlerin sinyal tespiti 

üzerindeki etkisi incelenmiş ve rastgele orman algoritmasının yüksek doğruluk 

sağladığı görülmüştür (Patel ve Sharma, 2020). 

 

Gonzalez ve Moreno, fiyat tahmin sonuçlarını geliştirmek için LSTM'yi sosyal 

medya duyarlılık analizi ile birleştirmiştir. Çalışma, sosyal medya etkileşiminin 

tahmin doğruluğunu etkilediğini ve piyasa hareketlerinde önemli bir rol oynadığını 

göstermiştir (Gonzalez ve Moreno, 2021). 

 

Kang ve Choi, kripto para piyasasıyla ilgili alım ve satım sinyalleri vermek için kural 

tabanlı bir sistem geliştirmiştir. Bu çalışmada, kısa vadeli stratejiler geliştirmek için 

RSI ve Stokastik Osilatör gibi teknik göstergeler kullanılmıştır. Bu göstergeler piyasa 

hareketlerini tahmin etmede oldukça başarılı olmuş olabilir (Kang ve Choi, 2021). 

 

Lee ve Han, kripto piyasasındaki fiyat tahminlerini inceleyerek derin öğrenme 

tabanlı Gated Recurrent Unit (GRU) ve LSTM modellerinin performansını 

karşılaştırmıştır. Çalışma, GRU modeline kıyasla daha üstün sonuçlar sergilerken 

LSTM modeli tarafından yapılan piyasa hareketlerine ilişkin güçlü tahminlerin 

varlığını vurgulamıştır. Zaman serisi verileri için etkili olmasının yanı sıra LSTM, 

yüksek volatilite sergileyen piyasalarda tahmin yapma konusunda da oldukça 

yeteneklidir. Bu nedenle makale, kripto para piyasasının dinamiklerinin doğru bir 

şekilde modellenmesiyle yatırımcılara güvenilir bir karar verme aracı sağladığını 

belirtmektedir (Lee ve Han, 2022). 

 

Convolutional Neural Network (CNN) modeli, Mehrotra ve Singh tarafından kripto 

para piyasasında kısa vadeli yatırımlar için kullanılmıştır. CNN, piyasadaki ani 

değişikliklere çok mutlu bir tepki verirken, volatiliteye duyarlı fiyat hareketlerini de 

doğru bir şekilde belirleyebilmiştir. Bu nedenle bu modelin başarısı, değişken 

piyasalarda kısa vadeli tahminleri artırmak için önemli olmuştur. Kripto para 
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piyasasında CNN'in ani değişimlere karşı bu denli esnek olması, kısa vadeli 

planlarda yatırımcılara yön vermesi açısından önemli bir avantajdır (Mehrotra ve 

Singh, 2022). 

 

Xu ve arkadaşlarının araştırması, kripto piyasası çalışmaları kapsamında fiyatların 

tahmin edilmesinde DVM ve rastgele orman algoritmalarına yer vermiştir. Rastgele 

orman algoritmasının nispeten daha yüksek doğruluk ve dolayısıyla güvenilir 

tahminler sağladığını belirterek, her iki modelin de piyasa eğilimlerini tahmin 

etmedeki etkinliğini incelemişlerdir. Aksine, SVM'nin doğruluğu veri setine daha 

yüksek bağımlılık öngörmektedir; rastgele orman algoritması SVM yerine daha 

yüksek düzeyde sağlamlık ve genellik ile performans göstermiştir. Dolayısıyla bu 

çalışma, yatırımcılara uygun bir modeli doğru bir şekilde seçmeleri için önemli bir 

rehber kaynak sunmakta ve fiyat dalgalanmalarına karşı daha iyi tahmin yapılmasını 

sağlamaktadır (Axu vd., 2020).  

 

Zhang ve Zhang, LSTM modelinin oynaklığa karşı duyarlılığını incelemiş ve 

modelin piyasadaki yüksek oynaklık altında performans göstermede etkili olduğu 

sonucuna varmıştır. LSTM'nin tahmin yeteneği, kripto para birimindeki yüksek 

volatilite dönemlerinde dikkat çekmiştir. Uzun vadeli bağımlılık öğrenme ve tahmin 

yeteneğindeki üstün performansı nedeniyle LSTM, kripto para ticaretinde 

araştırılmaya değer bir modeldir. Araştırma, özellikle oynaklığın yüksek olduğu 

piyasalarda LSTM modelinin etkinliğini göstermektedir (Zhang ve Zhang, 2021). 

 

Li ve arkadaşları, CNN modelini kullanarak kripto para piyasasında trend tahminleri 

yapmıştır. Çalışmalarında, modelin daha kısa fiyat hareketlerini tahmin etmedeki 

performansının görünürlüğüne dikkat çekilmiştir. CNN, aktif trendleri 

yakalayabildiği ve kısa vadeli fiyat değişikliklerine hızlı tepki verebildiği için kripto 

para piyasasındaki yatırımcılar için değerli bilgiler olduğunu kanıtlamıştır. Model, 

son derece değişken piyasalarda bile başarılı bir performans sergilemiş ve böylece 

yatırımcılara doğru seçimleri yapmalarında yardımcı olmuştur (Li vd., 2021). 

 

Zhou ve Sun, alım ve satım sinyalleri geliştirmek için sosyal medya analizi ile LSTM 

modelini birleştirmiş ve sosyal medyanın piyasa üzerindeki etkisini analiz etmiştir. 

Çalışma, sosyal medya duyarlılığının kripto para piyasasındaki fiyat hareketlerinde 
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hayati önem taşıdığını ortaya koymuştur. LSTM'nin sosyal medya verileriyle entegre 

edilmesiyle, piyasa yönlerine ilişkin daha doğru sinyaller ortaya çıktı. Modelin 

sosyal medya analiziyle geliştirilmesinin doğruluğu artırdığı ve yatırımcılara alım 

satım konusunda daha iyi sinyaller verdiği kaydedildi. Bu araştırma, sosyal medya 

duyarlılığının kripto para piyasasında önemli bir güç olduğunu kanıtlamıştır (Zhou 

ve Sun, 2021).  

 

Chen ve arkadaşları, LSTM ve rastgele orman kullanarak kripto para birimleri için 

fiyat tahmini üzerine araştırma 2019 yılında yapılmıştır. Çalışmanın sonucunda 

LSTM'nin daha iyi bir kısa vadeli tahmin kabiliyetine sahip olduğu gözlemlenmiştir. 

LSTM'nin zaman serisi verilerine olan duyarlılığı, onu kripto para piyasasındaki ani 

fiyat değişikliklerini tahmin etmek için daha etkili bir model haline getirdi. Genel 

piyasa eğilimlerini tahmin etmede rastgele orman algoritması verimli bir performans 

sergilerken, kısa vadeli verilerin genel olarak LSTM ile çok daha iyi tahmin edildiği 

görülmüştür (Chen vd., 2019). 

 

Park ve arkadaşları, CNN ve LSTM modellerini kullanarak kripto para birimi fiyat 

tahminini incelemiştir. Bu modellerin piyasa eğilimlerini tahmin etme konusundaki 

karşılaştırmalı performansı incelenmiş ve LSTM'nin çok daha başarılı olduğu 

sonucuna varılmıştır. LSTM, zaman serisi verileri üzerinde çalışarak piyasa 

eğilimlerini yorumlamada muhtemelen daha iyi performans gösterecektir, bu nedenle 

umutsuz piyasa koşullarında nispeten yüksek doğrulukla fiyat tahmini için daha 

uygundur. CNN'in daha az değişken bir piyasada çok daha kötü performans 

göstermesi beklenmektedir, ancak belirli piyasalarda iyi bir çıktı göstermesi söz 

konusudur. Bu çalışma, LSTM modelinin kripto para piyasasında kısa zaman dilimi 

tahminleri için daha uygun olduğunu göstermektedir (Park vd., 2022). 
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3. MATERYAL VE YÖNTEM 

 

Bu bölümde çalışmada kullanılan makine öğrenmesi algoritmaları ve değerlendirme 

metriklerine ilişkin açıklamalar sunulmuştur. 

 

3.1. Kullanılan Veri Seti ve Özellikleri 

 

Bu tezde kullanılan veri seti, Bitcoin’in tarihsel fiyat verilerini içermektedir. Veri seti, 

Bitcoin fiyatlarının zaman içindeki değişimlerini ve ticaret hacmini detaylandırarak, 

alım-satım sinyalleri için önemli öznitelikler sunmaktadır. Veriler, çeşitli teknik 

analiz göstergeleri, ticaret hacmi, fiyat dalgalanmaları ve piyasa trendleri gibi 

unsurlar göz önünde bulundurularak toplanmıştır. Veri setinde, Bitcoin'in fiyat 

hareketlerine dair alım ve satım sinyalleri, bu hareketlerin tarihsel özellikleriyle 

ilişkilendirilmiş ve etiketlenmiştir. Bu etiketler, fiyat değişimlerinin büyüklüğü ve 

yönü gibi unsurları dikkate alarak sınıflandırılmıştır. Hareketli Ortalamalar (MA) 

için, kısa vadeli hareketli ortalamanın uzun vadeli hareketli ortalamayı yukarı 

kesmesi al sinyali, aşağı kesmesi ise sat sinyali olarak değerlendirilir. RSI için, 30’un 

altındaki değerler aşırı satım bölgesi olup al sinyali, 70’in üzerindeki değerler aşırı 

alım bölgesi olup sat sinyali olarak kabul edilir. MACD’de, MACD çizgisinin sinyal 

çizgisini yukarı kesmesi al sinyali, aşağı kesmesi sat sinyali oluşturur. Bollinger 

Bantlarında, fiyatın alt banda yaklaşması al, üst banda yaklaşması ise sat sinyali 

olarak yorumlanır. 

 

Veri setinin dağılımı, alım ve satım sinyalleri arasındaki ilişkisi Şekil 3.1’de 

gösterilmiştir. 
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Şekil 3.1. Veri setindeki alım ve satım sinyallerinin dağılımı 

 

Tez çalışmasında kullanılan veri kümesi, Bitcoin (BTC/USDT) fiyat hareketlerini 

içermektedir ve 01/01/2020 ile 24/12/2024 tarihleri arasındaki 1.820 günlük fiyat 

verisinden oluşmaktadır. Veri kümesinde her gün için açılış fiyatı, kapanış fiyatı, en 

yüksek ve en düşük fiyat seviyeleri, işlem hacmi ve günlük değişim yüzdesi 

bulunmaktadır. Bu veriler, teknik analiz göstergeleri olan MA, RSI, MACD ve 

Bollinger Bantları’nın hesaplanmasında kullanılmaktadır. Veri seti, finansal 

piyasalara ilişkin güvenilir tarihsel veri sağlayan Yahoo Finance platformundan 

temin edilmiştir (Yahoo Finance, 2024).  

 

Veri kümesine ait örnek verileri içeren Çizelge 3.1’de sunulmaktadır. 

 

Çizelge 3.1. Kullanılan BTC/USDT fiyat verileri 

Fiyat  AçılıĢ  En Yüksek  En DüĢük  Hacim  DeğiĢim (%) 

95 235.5 94 852.8 95 256.3 93 566.2 105.41K 0.40% 

94 852.1 95 184.8 96 517.8 92 543.2 133.24K -0.35% 

95 183.8 97 281.6 97 422.2 94 265.2 100.64K -2.13% 

97 253.3 97 799.1 99 531.9 96 478.6 123.36K -0.55% 

97 795.7 97 468.3 98 178.2 92 301.9 221.18K 0.34% 

97 466.1 100 190.5 102 778.8 95 672.2 200.57K -2.73% 

100 197.8 106 140.7 106 477.6 100 049.3 187.49K -5.60% 

106 138.9 106 053.4 108 244.9 105 350.6 149.37K 0.08% 

106 057.6 104 479.2 107 767.6 103 351.7 232.66K 1.55% 
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Makine öğrenmesi algoritmalarının bu veri seti üzerinde eğitilmesi ve test edilmesi, 

özellikle teknik analiz indikatörleri kullanılarak kripto para piyasasında alım-satım 

sinyallerinin doğruluğunu artırmak için önemli bir fırsat sunmaktadır. Bu bağlamda, 

hareketli ortalama (SMA), Bollinger Bantları, MACD ve Stokastik Osilatör gibi 

indikatörler, algoritmaların piyasa trendlerini ve fiyat hareketlerini daha doğru bir 

şekilde analiz etmelerini sağlayarak, yatırımcılar için daha güvenilir sinyallerin 

oluşturulmasına olanak tanır.  

 

İndikatörler eklenmiş ve sadeleştirilmiş veri seti Çizelge 3.2’de sunulmuştur. 

 

Çizelge 3.2. İndikatörler eklenmiş veri seti 

Tarih SMA50 Bollinger Üst Bollinger Alt MACD MACD Fiyat 

 15.09.2024 59 681.09 615 688.228 541 124.47 -3 300.824 -7 913.572 59 138.5 
 

19.09.2024 59 228.14 622 852.446 534 818.53 4 354.999 2 629.657 59 228.1 
 

01.10.2024 60 329.63 673 075.076 575 390.73 12 217.74 13 164.89 60 835.5 
 

03.10.2024 60 371.50 670 585.026 580 452.03 10 219.84 11 259.14 60 751.2 
 

09.10.2024 63 877.37 724 696.718 614 312.48 18 047.09 15 085.19 72 730.4 
 

17.10.2024 66 266.47 748 778.195 625 780.48 20 454.76 16 703.415 75 613.7 
 

10.11.2024 68 377.26 790 035.068 629 235.29 22 067.07 21 637.50 80 851.8 
 

13.11.2024 69 348.18 1 039 971.43 640 984.47 46 206.70 29 433.43 94 442.3 
 

16.12.2024 85 000.52 1 048 063.39 937 382.00 16 243.36 3 069.568 106 057 
 

24.12.2024 93 967.67 1 062 397.69 927 850.17 6 708.490 20 333.35 96 235.5 
 

 

3.2. LSTM Algoritması 

 

Bu çalışma kapsamında geliştirilen model, beş farklı girdi özelliğinden yararlanarak 

tek bir çıktı üretmeyi amaçlayan bir tahmin modelidir. Modelin temelinde, klasik 

RNN’lerin karşılaştığı vanishing gradient problemini aşan LSTM mimarisi tercih 

edilmiştir. LSTM, girdi kapısı, unutma kapısı ve çıkış kapısı olmak üzere üç ana 

bileşeniyle, hangi bilgilerin saklanacağına ve hangilerinin unutulacağına karar verir. 

Bu yapı sayesinde model, beş farklı girdi arasındaki karmaşık ilişkileri öğrenerek, tek 

bir tahmin değeri üretmeye olanak tanımaktadır. 

 

LSTM, her adımda mevcut girdi verisini ve önceki adımlardan gelen gizli durum 

bilgisini kullanarak bir çıktı üretir. LSTM hücresi, üç ana kapıdan (giriş, çıkış, 

unutma kapıları) oluşur ve bu kapılar, modelin neyi hatırlayacağına ve neyi 
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unutacağına karar verir. Bu yapısı sayesinde, LSTM, zaman serisi verilerindeki 

karmaşık ilişkileri öğrenebilme kapasitesine sahiptir. 

 

LSTM'nin temel yapı taşları hesaplaması için Denklem (3.1) kullanılır. 

 

𝑖𝑡 = σ(𝑊𝑖 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖) 

𝑓𝑡 = σ(𝑊𝑓 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑓) 

𝑜𝑡 = σ(𝑊𝑜 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜)                  (3.1) 

𝑐𝑡 = 𝑓𝑡 ⋅ 𝑐𝑡−1 + 𝑖𝑡 ⋅ 𝑐𝑡̃ 

𝑐𝑡̃ = tanh(𝑊𝑐 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑐) 

ℎ𝑡 = 𝑜𝑡 ⋅ tanh(𝑐𝑡) 

 

Giriş, unutma ve çıkış kapıları sırasıyla giriş kapısı, unutma kapısı ve çıkış kapısı 

olarak ifade edilir. Hücre durumu ve modelin çıktısı, bu kapılarla birlikte LSTM'in 

zaman serisi verilerini işlemekteki temel bileşenleridir. Giriş, unutma ve çıkış 

kapıları, her bir zaman adımında hangi bilgilerin saklanacağı, hangilerinin 

unutulacağı ve hücre durumundan ne kadar bilgi aktarılacağına karar verir. 

 

Bu kapılar, modelin ağırlıkları ve bias değerleri tarafından kontrol edilir. LSTM'in 

genel hesaplama süreci, bu kapıların işlevlerinin bir araya gelmesiyle gerçekleşir. 

Böylece model hem geçmiş verilerden bağımlılıkları öğrenir hem de yeni bilgilerle 

mevcut durumu güncelleyerek tahminler yapar. Bu yapı sayesinde, LSTM 

algoritması, özellikle finansal zaman serileri gibi karmaşık ve değişken veri 

yapılarında oldukça başarılıdır. 

 

3.3. eXtreme Gradient Boosting (XGBoost) 

 

XGBoost, karar ağaçları temelli gradyan artırım yöntemini kullanan güçlü bir 

ensemble algoritmasıdır. Her ağaç, zayıf öğrenicilerden oluşurken, düzenleme 

teknikleri sayesinde modelin aşırı öğrenmesi engellenir. Bu yöntem, çeşitli veri 

yapılarında yüksek doğruluk ve verimlilik sunmasıyla dikkat çekmektedir (Chen ve 

Guestrin, 2016).  
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3.4. Backpropagation Neural Network (BPNN) 

 

BPNN, çok katmanlı ileri beslemeli sinir ağlarında kullanılan ve geri yayılım 

algoritmasıyla eğitilen bir modeldir. Ağ, hata fonksiyonundan elde edilen geri 

beslemeler doğrultusunda ağırlıklarını güncelleyerek, girdiler ile hedef değerler 

arasındaki karmaşık ilişkileri öğrenir. Bu yöntem, özellikle karmaşık veri setlerinde 

etkili sonuçlar üretir.  

 

3.5. Support Vector Regression (SVR) 

 

SVR, destek vektör makinelerinin regresyon problemlerine uyarlanmış halidir. 

Model, veriler arasındaki ilişkileri belirli bir hata payı dahilinde modelleyerek, hem 

doğrusal hem de doğrusal olmayan durumlarda etkili tahminler yapar. Böylece, 

optimum düzlem bulunarak tahmin hatası minimize edilir (Cortes ve Vapnik, 1995) 

 

3.6. Rastgele Orman Algoritması 

 

Rastgele Orman algoritması, sınıflandırma ve regresyon problemlerinde sıklıkla 

tercih edilen güçlü bir makine öğrenmesi yöntemidir. Bu algoritma, bağımsız olarak 

eğitilen çok sayıda karar ağacının sonuçlarını birleştirerek, daha sağlam ve 

genelleştirilebilir bir tahmin modeli oluşturur. Regresyon problemlerinde, her bir 

karar ağacının ürettiği tahminler ortalanarak nihai sonuç elde edilir. Ayrıca, aşırı 

uyum riskini azaltmak amacıyla, modelin her ağacı eğitim sırasında rastgele özellik 

seçimleri ve veri alt kümeleri kullanılarak oluşturulur. Bu rastgeleleştirme, her ağacın 

farklı veri örnekleri üzerinden eğitilmesini sağlayarak modelin çeşitliliğini artırır. 

 

3.7. LIME Algoritması 

 

LIME, karmaşık ve anlaşılması zor modellerin tahminlerinin yorumlanabilir hale 

getirilmesi için kullanılan bir algoritmadır. LIME, her bir veri noktası için, modelin 

tahminini basitleştirilmiş bir yerel modelle açıklamayı amaçlar. Bu yöntem, 

genellikle "kara kutu" olarak adlandırılan ve içsel işleyişi zor anlaşılabilen modeller 

için kullanılır. LIME, bu tür modellerin kararlarını açıklamak ve modelin 

güvenilirliğini artırmak için önemli bir araçtır. 
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LIME algoritmasının temel işleyişi, karmaşık modelin çıktılarının yerel bir düzeyde, 

daha basitleştirilmiş bir modelle açıklanmasıdır. Her bir tahmin için, modelin yerel 

davranışını yansıtan doğrusal veya basitleştirilmiş bir model oluşturulur. Bu yerel 

model, orijinal modelin tahmin ettiği değerlerle uyumlu olacak şekilde, o veri noktası 

için yorumlanabilir açıklamalar üretir. 

 

LIME, her bir tahmin için modelin nasıl çalıştığını anlamak adına küçük değişiklikler 

yaparak veri noktalarını analiz eder. Bu değişiklikler, modelin nasıl karar verdiğini 

anlamamıza yardımcı olur ve modelin genel doğruluğunun yanı sıra her bir tahminin 

arkasındaki mantığı açıklamamıza olanak tanır. 

 

LIME algoritması, karar ağaçları, derin öğrenme modelleri veya diğer karmaşık 

algoritmalar gibi çeşitli model türleriyle çalışabilir. Bu algoritma, modelin genel 

tahmin performansını iyileştirmek ve kullanıcıların modelin kararlarını daha iyi 

anlamasını sağlamak amacıyla her bir tahminin açıklanabilirliğini artırır. 

 

3.8. Hareketli Ortalama (MA) 

 

Hareketli Ortalama, belirli bir zaman aralığında fiyatların ortalamasını alarak 

piyasanın genel eğilimini belirler. Bu indikatör, kısa vadeli fiyat dalgalanmalarını 

filtrelemek ve uzun vadeli eğilimleri görmek için kullanılır. MA formülü için 

Denklem (3.2) kullanılır 

 

𝑀𝐴𝑡 =
1

𝑛
∑ 𝑃𝑡−𝑖

𝑛
𝑖=1                                                                             (3.2) 

 

3.9. Göreceli Güç Endeksi (RSI) 

 

RSI, fiyat hareketlerinin hızını ve değişimini ölçerek aşırı alım ya da aşırı satım 

seviyelerini belirler. RSI değeri 0 ile 100 arasında değişir ve genellikle 70 üzeri aşırı 

alım, 30 altı aşırı satım olarak değerlendirilir. RSI hesaplanması için Denklem (3.3) 

kullanılır 

 

𝑅𝑆𝐼 = 100 −
100

1+𝑅𝑆
                                                          (3.3) 
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y(x) tahmin edilen hedef değişken değeridir. x veri noktasının özellik vektörüdür. f(x) 

veri noktasının tahmin edilen değeridir. N ağaçtaki toplam düğüm sayısıdır. Ci, i'inci 

düğümdeki tahmini değerdir. I(x∈Ri), veri noktasının i-inci bölgeye (düğüme) ait 

olup olmadığını gösteren bir gösterge fonksiyonudur. Eğer x o bölgede ise 1, aksi 

takdirde 0 değerini alır. Ri, i’inci bölgenin (düğümün) belirli bir özellik aralığını 

gösterir. 

 

3.10. Hareketli Ortalama Yakınsama Sapması (MACD) 

 

MACD, iki farklı hareketli ortalama arasındaki farkı hesaplar ve bu farkın değişim 

oranını değerlendirir. MACD, fiyatın yön değiştirme potansiyelini tespit etmek için 

kullanılır. MACD formülü Denklem (3.4) gibi hesaplanır. 

 

𝑀𝐴𝐶𝐷 = 𝐸𝑀𝐴12 − 𝐸𝑀𝐴26                   (3.4) 

 

Burada N veri noktası sayısı, fi model tarafından döndürülen değer ve yi i veri 

noktası için gerçek değerdir.  

 

3.11. Bollinger Bantları 

 

Bollinger Bantları, fiyat volatilitesini ölçmek ve trend dönüş noktalarını tespit etmek 

için kullanılan bir teknik göstergedir. Gösterge, bir hareketli ortalama ile bu 

ortalamadan sapmaları hesaplayan üst ve alt bantlardan oluşur. Bollinger Bantları, 

Denklem (3.5) ve Denklem (3.6)'deki gibi hesaplanır: 

 

𝑈𝑝𝑝𝑒𝑟 𝐵𝑎𝑛𝑑 = 𝑆𝑀𝐴𝑛  + 𝑘 × σ                                (3.5)  

𝐿𝑜𝑤𝑒𝑟 𝐵𝑎𝑛𝑑 =  𝑆𝑀𝐴𝑛  −  𝑘 ×  𝜎                   (3.6) 

 

Burada σ, standart sapmayı; k, genellikle 2 olarak alınan bir katsayıyı ifade eder. 

SMA ise belirli bir periyottaki basit hareketli ortalamayı temsil eder. Bollinger 

Bantları, fiyatların bantlara yakınlaştığı veya uzaklaştığı durumları analiz ederek 

piyasanın aşırı alım ya da aşırı satım bölgelerini belirlemek için kullanılmıştır. 
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3.12. Eğitilen Modellerin Değerlendirme Metrikleri 

 

Modelin başarımını değerlendirmek için çeşitli ölçütler kullanılmıştır. Bu ölçütler, 

modelin tahminlerinin gerçek değerlere ne kadar yakın olduğunu ve genelleme 

yeteneğini analiz etmek için tercih edilir.  

 

Ortalama Mutlak Hata (MAE), model tahminleri ile gerçek değerler arasındaki 

mutlak farkların ortalamasını ifade eder. MAE, Denklem (3.7) ile hesaplanmaktadır: 

 

𝑀𝐴𝐸 =
1

𝑁
∑ ∣𝑁

𝑖=1 𝑦𝑖 − 𝑦𝑖̂ ∣                   (3.7) 

 

Kök Ortalama Kare Hata (RMSE), tahmin hatalarının karelerinin ortalamasını alarak 

büyük hataları daha ağır şekilde cezalandırır. RMSE hesaplanması Denklem (3.8) 

gibi ifade edilmektedir: 

 

𝑅𝑀𝑆𝐸 = √
1

𝑁
∑ (𝑦𝑖 − 𝑦𝑖̂)2𝑁

𝑖=1                   (3.8) 

 

Ortalama Mutlak Yüzde Hata (MAPE), modelin tahminleri ile gerçek değerler 

arasındaki farkın yüzdesel olarak ne kadar olduğunu ölçer. MAPE, Denklem (3.9) ile 

tanımlanır: 

 

𝑀𝐴𝑃𝐸 =
100

𝑁
∑ |

𝑦𝑖−𝑦𝑖̂

𝑦𝑖
|𝑁

𝑖=1                    (3.9) 

 

Belirleme Katsayısı (𝑅2), modelin toplam değişkenlik içerisindeki açıklama oranını 

ölçen bir metriktir. Denklem (3.10) gibi hesaplanmaktadır: 

 

𝑅2 = 1 −
∑ (𝑦𝑖−𝑦𝑖̂)2𝑁

𝑖=1

∑ (𝑦𝑖−𝑦̅)2𝑁
𝑖=1

                            (3.10) 
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Mean Squared Error (MSE), yani Ortalama Kare Hata, modelin tahmin ettiği 

değerler ile gerçek değerler arasındaki farkların karelerinin ortalamasını hesaplar. 

Denklem (3.11) gibi hesaplanmaktadır.  

 

𝑀𝑆𝐸 =
1

𝑁
 ∑  (𝑓𝑖

𝑁
𝑖=1 −  𝑦𝑖)2                (3.11) 

 

Formülden de görüleceği üzere, MSE hesaplanırken her bir gözlem için model 

tahmini (𝑓𝑖) ile gerçek değer (𝑦𝑖) arasındaki hata bulunur. Bu hata terimi karesi 

alınarak hem pozitif/negatif işaretlerden arındırılır hem de büyük hataların metriğe 

daha fazla ağırlıkla yansıması sağlanır. Tüm hata karelerinin toplamı, veri setindeki 

gözlem sayısına (N) bölünerek ortalama hata elde edilir. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



28 

 

4. BULGULAR VE TARTIġMA 

 

Bu çalışmada, kripto para piyasasındaki fiyat hareketlerinin tahmini için LSTM 

modeli kullanılmıştır. LSTM, özellikle zaman serisi verilerinin öğrenilmesi ve 

gelecekteki değerlerin tahmin edilmesi amacıyla geliştirilen bir sinir ağı mimarisi 

olup, ardışık veri yapılarındaki uzun vadeli bağımlılıkları etkin bir şekilde 

modelleyebilme özelliğine sahiptir. Model, Bitcoin fiyatlarına ait günlük kapanış 

değerlerini analiz ederek tahminleme amacıyla eğitilmiştir. LSTM modelinin 

yapılandırılmasında kullanılan hiperparametreler ve bu parametrelere atanan değerler 

Çizelge 4.1'de özetlenmiştir. Model, 50 epoch boyunca eğitilmiş ve her epoch 

sonunda eğitim ve doğrulama kayıpları kaydedilmiştir. Modelin optimizasyonunda 

Adam optimizasyon algoritması tercih edilmiştir. Öğrenme oranı (learning rate) 

0.001 olarak belirlenmiş ve kayıp fonksiyonu olarak MSE kullanılmıştır. LSTM 

katmanında 128 hücre (nöron) bulunmakta olup, bu katmandan elde edilen çıktılar, 

iki adet tam bağlı katman ile işlenmiştir. İlk tam bağlı katman için ReLU aktivasyon 

fonksiyonu, son katmanda ise tahmin probleminin doğası gereği lineer aktivasyon 

fonksiyonu kullanılmıştır. 

 

Çizelge 4.1. Model eğitiminde kullanılan hiperparametre değerleri 

Hiperparametre Değerler 

Epoch Sayısı  50 

Öğrenme Oranı 0.001 

Optimizer Adam 

Kayıp Fonksiyonu MSE 

LSTM Hücre Sayısı 128 

Aktivasyon Fonksiyonları ReLU, Lineer 

 

4.1. Modelin Performansının Değerlendirilmesi 

 

Çizelge 4.2’de verilen metrikler, LSTM modelinin performansını değerlendirmek 

için kullanılmıştır. Modelin başarısı, MSE, MAE, RMSE, MAPE ve R² gibi farklı 

değerlendirme ölçütleri ile analiz edilmiştir. Bu metrikler, modelin tahminlerinin 

doğruluğunu, hatalarının büyüklüğünü ve veri üzerindeki genel uyumunu 

anlamamıza yardımcı olmaktadır. Ayrıca, bu değerlendirme ölçütleri, modelin kripto 
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para piyasasındaki fiyat hareketlerini tahmin etme başarısını detaylı bir şekilde 

incelemek için önemli bir referans sunmaktadır. 

 

Çizelge 4.2. Sınıflandırıcı algoritmaların metrik değerleri 

Epoch 

Sayısı 

Learning 

Rate 

(LR) 

MSE MAE RMSE MAPE R² 

20 0.01 0.00125 0.0271 0.0353 315.4728 0.87 

50 0.01 0.00089 0.0213 0.0298 278.3125 0.91 

20 0.001 0.00072 0.0184 0.0268 255.1269 0.93 

50 0.001 0.00035 0.0134 0.0187 225.0385 0.99 

100 0.001 0.00036 0.0142 0.0190 230.2157 0.98 

50 0.0001 0.00061 0.0198 0.0247 270.3621 0.92 

 

LSTM modeli, Çizelge 4.2’de sunulan metrikler doğrultusunda değerlendirilmiştir. 

Modelin performansı, hata ve açıklayıcılık metrikleriyle ölçülmüştür. 𝑅2 skoru 0.991 

ile oldukça yüksek bir doğruluk oranı sunarken, MSE değeri 0.00035, MAE değeri 

0.0134 ve RMSE değeri 0.0187 olarak hesaplanmıştır. Bu sonuçlar, modelin 

tahminlerinin gerçek değerlere oldukça yakın olduğunu göstermektedir.  

 

MAPE değeri ise 225.04 olarak belirlenmiştir. Bu yüksek değer, özellikle küçük veya 

sıfıra yakın hedef değerlerdeki sapmaların etkisinden kaynaklanmakta olup, genel 

model başarısının değerlendirilmesinde sınırlı bir etkisi olmuştur. 𝑅2 skorunun 

yüksekliği ve diğer hata metriklerinin düşük seviyelerde olması, LSTM modelinin 

finansal zaman serilerinde tutarlı bir performans sergilediğini kanıtlamaktadır.  

 

Bu sonuçlar, LSTM algoritmasının uzun vadeli bağımlılıkları öğrenmedeki başarısını 

ve finansal piyasa tahminleri gibi uygulamalarda etkili bir araç olduğunu 

göstermektedir. Modelin genel performansı hem doğruluk hem de hata metrikleri 

açısından oldukça başarılı bulunmuştur.  

 

Bitcoin fiyatlarının tahmini için kullanılan LSTM modeli, gerçek fiyatlarla 

kıyaslandığında başarılı bir performans sergilemiştir. Aşağıdaki grafikte, modelin 

tahmin ettiği fiyatlar ile gerçek fiyatların zaman içindeki değişimi 
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karşılaştırılmaktadır. Ayrıca, modelin ürettiği satış sinyalleri de görselleştirilmiştir. 

Modelin fiyat trendlerini takip edebilme yeteneği ve tahmin doğruluğu Şekil 4.1'de 

gösterilmiştir. 

 

 
Şekil 4.1. Gerçek ve tahmin edilen fiyatların karşılaştırılması 

 

Grafikte, mavi çizgi gerçek fiyatları, kırmızı çizgi ise LSTM modeli tarafından 

tahmin edilen fiyatları temsil etmektedir. Yeşil noktalar, model tarafından belirlenen 

satış sinyallerini göstermektedir. Modelin tahminleri, özellikle genel trendleri doğru 

bir şekilde takip etmekte olup, belirli dönemlerde oluşan fiyat dalgalanmalarına 

verdiği tepki açısından değerlendirilmektedir. 

 

4.2. Makine Öğrenme Modelleri ile KarĢılaĢtırılması 

 

LSTM modelinin farklı makine öğrenmesi modelleriyle karşılaştırılması 

gerçekleştirilmiştir. Bitcoin fiyat tahmini için LSTM modelinin yanı sıra Geriye 

Yayılım Yapay Sinir Ağı (BPNN), Destek Vektör Regresyonu (SVR), XGBoost ve 

Rastgele Orman (Random Forest) algoritmaları kullanılmıştır. LSTM modeli, zaman 

serisi verilerinde uzun vadeli bağımlılıkları öğrenme kapasitesi sayesinde derin 

öğrenme tabanlı bir yaklaşım sunarken, diğer modeller geleneksel makine öğrenmesi 

yöntemleriyle fiyat tahmin performansını analiz etmek amacıyla kullanılmıştır. 

LSTM modeli, 128 hücre (nöron) içeren bir katman ile yapılandırılmış ve ardından 

iki tam bağlı katman eklenmiştir. Model, 100 epoch boyunca eğitilmiş, öğrenme 

oranı 0.001 olarak belirlenmiş ve Adam optimizasyon algoritması kullanılmıştır. 
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BPNN modeli, üç katmanlı bir yapıya sahip olup, gizli katmanda 64 nöron ve ReLU 

aktivasyon fonksiyonu kullanılarak eğitilmiştir. Modelin optimizasyonu Adam 

algoritması ile gerçekleştirilmiş ve öğrenme oranı 0.01 olarak belirlenmiştir. Destek 

Vektör Regresyonu (SVR) modeli, doğrusal olmayan ilişkileri yakalamak amacıyla 

RBF çekirdeği ile yapılandırılmış, hiperparametreler grid search yöntemi ile 

belirlenmiş ve model 5000 iterasyon boyunca eğitilmiştir. XGBoost modeli, karar 

ağaçlarının gradyan artırımlı yöntemle güçlendirilmesi esasına dayanarak çalışmış ve 

modelin hiperparametreleri maksimum derinlik 6, öğrenme oranı 0.01 ve 500 karar 

ağacı olarak belirlenmiştir. Rastgele Orman modeli ise 100 karar ağacı kullanılarak 

yapılandırılmıştır. Çalışma kapsamında bu modellerin performansı karşılaştırılmış ve 

en düşük hata değerlerine ulaşan model belirlenmiştir. Çizelge 4.3’te modellerin 

metrik karşılaştırılması yapılmıştır. 

 

Çizelge 4.3. Modellerin performans karşılaştırması 

Modeller MSE MAE RMSE MAPE R² 

LSTM 0.00035 0.0134 0.0187 225.0385 0.99 

XGBoost 

 
 

0.00110 

 
 

0.0254 0.0331 290.6721 

 
 

0.89 

Rastgele 

Orman 

 
 

0.00132 

 
 

0.0289 

 
 

0.0363 310.4153 

 
 

0.86 

SVR 

 
 

0.00148 0.0134 

 

0.0385 

 
 

325.1297 

 
 

 0.84 

BPNN 

 
 

0.00176 

 
 

0.0345 

 
 

0.0419 

 
 

345.7623 

 
 

0.80 

 

Çizelge 4.3’te sunulan metrikler doğrultusunda karşılaştırmada LSTM modeli, tüm 

hata metrikleri açısından en iyi sonuçları vermiş ve 0.99 R² değeri ile tahmin 

performansının en yüksek olduğu model olarak öne çıkmıştır. Diğer modellerin hata 

oranları daha yüksek, R² değerleri ise daha düşük olup, LSTM modeline kıyasla daha 

az başarılı oldukları gözlemlenmiştir. 
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4.2.1. Açıklanabilir yapay zeka ile tahminlerin anlamlandırılması 

 

Bu tez çalışmasında, finansal zaman serisi verileri üzerinde yapılan analizler 

sonucunda, LSTM algoritmasının yüksek performans sergilediği tespit edilmiştir. R² 

skoru, MSE, MAE ve RMSE gibi metriklerde elde edilen başarılı sonuçlar, LSTM 

modelinin finansal piyasalardaki uzun vadeli bağımlılıkları öğrenmede etkili 

olduğunu göstermektedir. Bu nedenle, modelin tahmin sürecini daha iyi anlamak ve 

şeffaflığını artırmak amacıyla, LIME algoritması LSTM modeline uygulanmıştır. 

LIME kullanılarak yapılan analizler, modelin verdiği tahminlerde hangi özelliklerin 

ne derece etkili olduğunu ortaya koymuş ve modelin karar verme süreçlerinin 

açıklanabilirliğini artırmıştır.  

 

SHAP yerine LIME’ın tercih edilmesinin temel nedeni, LIME’ın lokal açıklamalar 

sağlaması ve bireysel tahminler üzerinde daha esnek ve yorumlanabilir analizler 

sunabilmesidir. SHAP küresel açıklamalar üretirken, LIME daha çok belirli 

tahminlerin neden yapıldığını anlamaya odaklanmaktadır. Bu çalışma kapsamında, 

finansal piyasa tahminlerinde her bir tahmin sonucunun bağımsız olarak analiz 

edilmesi ve modelin karar verme süreçlerinin detaylı bir şekilde incelenmesi 

hedeflendiğinden, lokal açıklamalar üreten LIME algoritması tercih edilmiştir. Bu 

yaklaşım, finansal piyasa tahminleri gibi karmaşık süreçlerde güvenilir yapay zeka 

sistemlerinin geliştirilmesine olanak tanımış ve modelin öngörülerine olan güveni 

artırmıştır. LIME ile yapılan analizler, modelin fiyat değişimlerini nasıl 

yorumladığını daha anlaşılır hale getirmiş ve karar mekanizmalarının daha şeffaf bir 

şekilde incelenmesine katkı sağlamıştır. 

 

4.2.2. LIME ile LSTM modelinin açıklanabilirliği 

 

LIME sonuçları, modelinizin belirli bir örnek için yaptığı tahminin hangi 

özelliklerden ne kadar etkilendiğini açıklamaktadır. Bu açıklamalar, modelin 

tahminlerinin nasıl yapıldığını ve hangi özelliklerin tahmine daha fazla katkıda 

bulunduğunu anlamamıza yardımcı olmaktadır. Al ve sat sinyalleri, özellikle teknik 

analizde sıkça kullanılan göstergelerle belirlenir ve LSTM modelimizin tahminleri, 

bu göstergelere dayalı olarak şekillendirilmektedir. 
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Al ve sat sinyallerinin oluşturulmasında kullanılan göstergeler arasında Fiyat, 50 

Günlük Hareketli Ortalama, Bollinger Üst Bandı, Bollinger Alt Bandı, MACD ve 

Stokastik gibi teknik göstergeler yer almaktadır. Bu göstergelerin modelin 

tahminlerine yaptığı katkıyı anlamak, modelin şeffaflığını artırmak ve ticaret 

kararlarını daha güvenilir hale getirmek için önemlidir. 

 

LIME açıklamaları, bu göstergelerin her birinin Al ve sat sinyalleri üzerinde nasıl bir 

etki oluşturduğunu göstermektedir. Örneğin, Fiyat ve 50 Günlük Hareketli Ortalama 

gibi özellikler genellikle pozitif katkılar sağlarken, Bollinger Bandı ve MACD gibi 

göstergeler negatif katkılar yapmaktadır. Bu durum, modelin her bir göstergeyi 

değerlendirdiği ve hangi göstergelerin daha fazla ağırlığa sahip olduğuna dair önemli 

bilgiler sunmaktadır. 

 

Çizelge 4.4. LSTM modelinin tahminlerinde LIME algoritması ile hesaplanan en 

etkili 10 özelliğin katkı miktarları 

Özellik Katkı Miktarı 

Pozitif Katkı 

0.26 < Fiyat <= 0.46 0.0145 

0.27 < SMA_50 <= 0.46 0.0135 

0.26 < Stokastik <= 0.45 0.0102 

0.26 < MACD_Sinyal <= 0.45 0.0101 

0.26 < Bollinger_Üst <= 0.45 0.0082 

Negatif Katkı 

0.26 < Fiyat <= 0.45  -0.0060 

0.26 < Bollinger_Mid <= 0.45  -0.0025 

0.26 < Bollinger_Alt <= 0.45  -0.0010 

0.26 < SMA_50 <= 0.45  -0.0004 

0.26 < MACD <= 0.45  -0.0004 

 

Çizelgede görüldüğü üzere modelin lineer olmayan yapısının ve girdiler arasındaki 

kompleks etkileşimlerin, çıktı üzerindeki farklı aralıklarda ortaya çıkan pozitif ve 

negatif katkılarla yansımasını göstermektedir. Aynı özelliğin, farklı değer 

aralıklarında modelin çıktısına yaptığı katkıların çeşitliliği, girdiler arasındaki nüanslı 

ilişkilerin değerlendirilmesinde modelin etkinliğini ortaya koymaktadır. 
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Pozitif Katkı Yapan Özellikler: 

 0.26 < Fiyat <= 0.46 (0.0145): Fiyatın bu aralıkta olması, modelin alım/satım 

kararlarında önemli bir pozitif etki yaratmaktadır. Fiyatın bu seviyede 

bulunması, piyasadaki potansiyel bir yükseliş veya alım fırsatının sinyalini 

verebilir. Model, fiyatın bu seviyelerde olduğunu fark ettiğinde, genellikle 

alım sinyalleri üretir. Bu nedenle, fiyatın bu aralıktaki değeri, alım 

sinyallerinin doğruluğunu artırmakta ve modelin tahminlerinin daha güçlü 

hale gelmesini sağlamaktadır. 

 0.27 < SMA_50 <= 0.46 (0.0135): SMA_50 özelliği, belirli bir süre 

zarfındaki ortalama fiyat hareketlerini takip eder. 50 günlük bir hareketli 

ortalamanın bu aralıkta olması, piyasanın güçlü bir yükseliş trendinde 

olduğunu gösterir. Model, SMA_50'nin bu seviyelerde bulunması 

durumunda, yükselişin devam edeceğini öngörerek alım sinyalleri üretir. Bu 

da modelin alım sinyalleri konusunda doğru tahminler yapmasına yardımcı 

olmaktadır. 

 0.26 < Stokastik <= 0.45 (0.0102): Stokastik osilatör, aşırı alım ve aşırı satım 

koşullarını tespit etmekte kullanılır. Bu değer aralığında stokastik osilatör, 

piyasanın aşırı satım bölgesine yakın olduğunu gösterir, ancak henüz 

tamamen aşırı satımda değildir. Bu durum, modelin alım fırsatlarını fark 

etmesine ve pozitif katkılar yapmasına olanak tanır. 

 0.26 < MACD_Sinyal <= 0.45 (0.0101): MACD sinyal hattının bu aralıkta 

olması, yükseliş eğiliminin güçlendiğini ve kısa vadede alım sinyalinin 

oluşabileceğini gösterir. Model, MACD ve sinyal hattının bu seviyelere 

ulaşmasıyla birlikte pozitif katkı yaparak alım kararını destekler. 

 0.26 < Bollinger_Üst <= 0.45 (0.0082): Bollinger üst bandının bu aralıkta 

olması, fiyatın volatilite sınırlarının üst kısmına yakın olduğunu gösterir. Bu, 

aşırı alım koşuluna işaret edebilir. Model, fiyatın bu seviyeye ulaşması 

durumunda satım sinyali üretme olasılığını değerlendirir, ancak bu katkı 

pozitif olduğu için, modelin işlem yapma kararlarını daha dikkatli hale getirir. 
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Negatif Katkı Yapan Özellikler: 

 0.26 < Fiyat <= 0.45 (-0.0060): Fiyatın bu aralıktaki değeri, model tarafından 

genellikle satım sinyali olarak yorumlanmaktadır. Fiyatın bu seviyelerde 

olması, piyasanın zayıflama veya düşüş eğiliminde olduğuna işaret edebilir, 

bu da modelin satım sinyalleri üretmesini tetikler. Ancak bu değer negatif 

katkı sağlamakta olup, modelin riskli işlem kararları almasını engeller. 

 0.26 < Bollinger_Mid <= 0.45 (-0.0025): Bollinger bantlarının orta çizgisi, 

genellikle piyasanın denge noktasını gösterir. Orta çizginin bu seviyede 

olması, fiyatın daha az hareket ettiğini veya piyasanın nötr bir durumda 

olduğunu işaret eder. Model, bu tür durumu negatif olarak değerlendirebilir, 

çünkü aşırı alım ya da aşırı satım sinyalleri yoktur ve piyasa duraklamış 

olabilir. 

 0.26 < Bollinger_Alt <= 0.45 (-0.0010): Bollinger alt bandı, piyasanın aşırı 

satım bölgesine girmeye başladığını gösterir. Ancak bu seviyede hala önemli 

bir düşüş sinyali bulunmamaktadır. Bu da modelin, fiyatın fazla düşmediği 

veya aşırı satım koşulunun gelişmediği düşüncesiyle satım sinyali 

üretmemesine neden olur. Bu durum, negatif katkı sağlayarak modelin daha 

dikkatli kararlar almasını sağlar. 

 0.26 < SMA_50 <= 0.45 (-0.0004): SMA_50'nin bu seviyede olması, 

piyasanın güçsüz bir durumda olduğunu ve bir yükselişin başlamadığını 

gösterebilir. Bu, modelin düşük katkı sağladığını gösterir ve genellikle daha 

temkinli bir yaklaşım benimsenmesine yol açar. 

 0.26 < MACD <= 0.45 (-0.0004): MACD'nin bu değeri, piyasanın güçsüz 

veya nötr bir durumda olduğunu gösterebilir. MACD'nin bu aralıkta olması, 

modelin satım sinyali üretme olasılığını arttırabilir. Ancak negatif katkı, 

modelin alım/satım kararlarını daha güvenli ve temkinli hale getirmekte 

yardımcı olur. 

 

LIME modeli, belirli indikatörlerin belirli değer aralıkları üzerinden al/sat 

sinyallerine katkı sağladığını ortaya koymuştur. Pozitif katkı yapan indikatörler 

arasında Price, SMA_50, Stochastic, MACD_Signal ve Bollinger_Upper yer 

almaktadır. Bu indikatörler, modelin al/sat tahmin performansını artıran faktörler 

olarak öne çıkmaktadır. 
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0.26 < Fiyat ≤ 0.46 aralığında, bu özelliğin model tahminine katkısı 0.0145 olarak 

hesaplanmıştır. 

0.27 < SMA_50 ≤ 0.46 aralığında, katkı miktarı 0.0135 olarak belirlenmiştir. 

0.26 < Stochastic ≤ 0.45 aralığında, bu indikatörün model üzerindeki katkısı 0.0102 

olarak kaydedilmiştir. 

0.26 < MACD_Signal ≤ 0.45 aralığında, katkı miktarı 0.0101 olarak belirlenmiştir. 

0.26 < Bollinger_Üst ≤ 0.45 aralığında, model tahminine katkısı 0.0082 olarak ifade 

edilmiştir. 

 

Negatif katkı yapan indikatörler arasında ise Fiyat, Bollinger_Mid, Bollinger_Alt, 

SMA_50 ve MACD bulunmaktadır. Bu indikatörler, al/sat sinyallerinin doğruluğunu 

düşüren unsurlar olarak değerlendirilmiştir. 

 

0.26 < Fiyat ≤ 0.45 aralığında, bu özelliğin katkısı -0.0060 olarak hesaplanmıştır. 

0.26 < Bollinger_Mid ≤ 0.45 aralığında, katkı miktarı -0.0025 olarak belirlenmiştir. 

0.26 < Bollinger_Alt ≤ 0.45 aralığında, model üzerindeki katkısı -0.0010 olarak ifade 

edilmiştir. 

0.26 < SMA_50 ≤ 0.45 aralığında, katkı miktarı -0.0004 olarak hesaplanmıştır. 

0.26 < MACD ≤ 0.45 aralığında, bu özelliğin katkısı -0.0004 olarak belirlenmiştir. 

 

Bu analiz, LIME modelinin indikatörlerin belirli değer aralıklarının modelin al/sat 

sinyallerine olan etkisini açıklayabildiğini göstermektedir. Pozitif katkı yapan 

indikatörlerin al/sat sinyallerinin doğruluğunu artırdığı, negatif katkı yapanların ise 

bu doğruluğu azalttığı tespit edilmiştir.  

 

Şekil 4.2 incelendiğinde, LIME algoritmasının sağladığı açıklamalarla, modelin 

belirli bir tahmine hangi özelliklerin ne şekilde katkıda bulunduğu detaylı bir şekilde 

analiz edilebilmektedir. Grafik, tahmin edilen "al/sat sinyalleri" doğrultusunda her bir 

özelliğin model üzerindeki etkisini pozitif ya da negatif yönlü olarak ortaya 

koymaktadır. 

 

Grafikte, özelliklerin katkı miktarları yatay barlarla temsil edilmiştir. Yeşil barlar 

model tahminine pozitif katkı yapan özellikleri, kırmızı barlar ise negatif katkı yapan 

özellikleri göstermektedir. Bar uzunlukları ise bu katkının büyüklüğünü ifade 
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etmektedir. Pozitif katkılar, modelin "al" veya "sat" sinyallerinin doğruluğunu 

destekleyen, negatif katkılar ise bu doğruluğu olumsuz etkileyen unsurlar olarak 

değerlendirilmektedir. 

 

 
Şekil 4.2. LIME Algoritmasının Al/Sat sinyallerine etki grafiği 

 

 0.26 < Price <= 0.46: Bu aralıkta fiyat, modelin tahminine en yüksek pozitif 

katkıyı sağlamıştır. Fiyatın bu seviyede olması, "al" sinyallerinin 

doğruluğunu güçlendiren bir faktör olarak öne çıkmaktadır. 

 0.27 < SMA_50 <= 0.46: 50 günlük hareketli ortalama, tahmine önemli bir 

pozitif etki yapmıştır. Bu, uzun vadeli fiyat trendlerinin alım/satım kararları 

üzerindeki etkisini doğrulamaktadır. 

 0.26 < Stochastic <= 0.45 ve 0.26 < MACD_Signal <= 0.45: Stokastik 

osilatör ve MACD sinyal çizgisi, fiyatın aşırı alım ya da satım bölgesinde 

olup olmadığını belirleyerek tahminlerin doğruluğunu artırmaktadır. 

 0.26 < Bollinger_Upper <= 0.45: Bollinger üst bandı, piyasanın direnç 

seviyesine yaklaştığını göstererek modelin tahminine pozitif katkıda 

bulunmuştur. 
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Öte yandan, negatif katkılar incelendiğinde: 

 0.26 < Price <= 0.45: Fiyatın bu aralıkta olması, tahmin edilen sinyallerin 

doğruluğunu olumsuz yönde etkilemiştir. 

 0.26 < Bollinger_Mid <= 0.45 ve 0.26 < Bollinger_Lower <= 0.45: Bollinger 

bantlarının orta ve alt seviyeleri, piyasanın destek seviyelerine yaklaştığını 

belirterek, tahminin "sat" sinyalleri için daha az güvenilir olduğunu 

göstermiştir. 

 0.26 < SMA_50 <= 0.45 ve 0.26 < MACD <= 0.45: Bu özellikler ise modelin 

tahminine minimal bir negatif etki yapmıştır. 

 

Bu analiz, modelin alım/satım sinyallerini oluştururken kullanılan indikatörlerin 

önemini vurgulamaktadır. Pozitif katkılar, fiyat hareketlerinin belirli seviyelerde 

olmasının modelin tahmin doğruluğunu artırdığını, negatif katkılar ise bu durumun 

aksi yönünde etki ettiğini göstermektedir. Modelin doğruluk payını artırmada 

özellikle Price, SMA_50, ve Stochastic gibi indikatörlerin kritik rol oynadığı 

gözlemlenmiştir. 
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5. SONUÇ VE ÖNERĠLER 

 

Bu tez, kripto para piyasasında alım/satım sinyalleri doğruluğunu artırmada AYZ 

tekniklerinin kullanımını araştırmış ve LSTM modeline dayalı bir yaklaşım 

geliştirmiştir. Temel hedef, yalnızca alım ve satım sinyallerini doğru bir şekilde 

tahmin etmek değil, aynı zamanda modelin karar alma süreçlerini açıklamak için 

AYZ tekniklerinden yararlanan bir çerçeve sunmaktır. Bu sayede, finansal 

piyasalarda yapay zeka sistemlerinin daha anlaşılır ve güvenilir hale getirilmesi 

amaçlanmıştır. Araştırma süresince, LSTM modelinin kripto para piyasasında 

alım/satım sinyallerini tahmin etme başarısı, AYZ tekniklerinin katkılarıyla 

değerlendirilmiştir. 

 

Bu çalışmadan elde edilen bulgular,  AYZ'nin alım ve satım sinyallerinin 

doğruluğunu artırmada önemli bir rol oynayabileceğini göstermektedir. LIME 

teknikleri, modelin kararlarını açıklayarak kullanıcıların daha güvenilir ve bilinçli 

yatırım kararları almasına olanak tanımaktadır. YZ modellerinin karar alma 

süreçlerinin şeffaf hale getirilmesi, yatırımcılara yalnızca modelin tahminini değil, 

aynı zamanda tahminin ardındaki nedenleri de sunarak piyasa dinamiklerini daha iyi 

anlamalarına yardımcı olmaktadır. Bu sayede, kripto para piyasasında karşılaşılan 

belirsizlik ve volatiliteye karşı daha güçlü bir savunma mekanizması 

oluşturulmaktadır. 

 

Ayrıca, LSTM modelinin eğitilmesi ve AYZ tekniklerinin entegrasyonu, modelin 

alım/satım sinyalleri üretmedeki doğruluğunu ve güvenilirliğini artırmıştır. 

Geleneksel zaman serisi tahmin yöntemleri, kripto para piyasasındaki anormallikleri 

tespit etmede yeterli olamayabilirken, LSTM modelinin geçmiş verilerden öğrenme 

yeteneği, doğruluk oranlarını önemli ölçüde artırmıştır. LIME ve benzeri AYZ 

tekniklerinin kullanımı ise bu tahminlerin ardındaki mantığı açıklayarak, 

yatırımcılara daha iyi bir şeffaflık sağlamaktadır. 

 

Bu çalışmanın bulgularına dayanarak, kripto para piyasalarında alım/satım sinyalleri 

tahmininde AYZ tekniklerinin etkinliğini artırmak için çeşitli öneriler sunulmaktadır. 

Finansal kurumlar ve yatırımcılar, AYZ tabanlı modelleri daha geniş bir güvenlik ve 

risk yönetim çerçevesine entegre etmelidir. Bu modellerin benimsenmesi, 
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yatırımcılara yalnızca doğru sinyaller sunmakla kalmayıp, aynı zamanda bu 

sinyallerin nedenlerini de açıkwlayarak daha sağlıklı kararlar almalarına yardımcı 

olacaktır. Model doğruluğunun sürdürülebilirliğini sağlamak için, AYZ tabanlı 

sistemlerin sürekli olarak yeniden eğitilmesi ve piyasadaki yeni gelişmelerle güncel 

tutulması gerekmektedir. Bu sürekli öğrenme süreci, modellerin piyasa 

değişkenliklerine uyum sağlamasını sağlayacak ve tahmin doğruluğunu artıracaktır. 

 

Ayrıca, yatırımcılar ve finansal analistler, AYZ tekniklerinin yorumlanabilirliğini 

anlamak için eğitim programlarına katılmalıdır. Bu programlar, AYZ çıktılarını nasıl 

yorumlayacaklarını ve bu bilgileri yatırım stratejilerine nasıl entegre edeceklerini 

öğretmelidir. Kripto para piyasasında düzenli olarak yapılan analizler ve denetimler, 

AYZ tabanlı modelin etkinliğini test etmek ve yeni saldırı teknikleriyle nasıl başa 

çıkılacağına dair stratejiler geliştirmek için önemlidir. 

 

Sonuç olarak, AYZ’nin kripto para piyasasında alım/satım sinyalleri tahminindeki 

rolü, yalnızca doğruluğu artırmakla kalmayıp, aynı zamanda modelin 

açıklanabilirliğini sağlayarak yatırımcıların daha bilinçli ve güvenli kararlar almasına 

olanak tanımaktadır. AYZ'nin finansal piyasalarda daha geniş bir şekilde 

benimsenmesi, güvenli, şeffaf ve sürdürülebilir yatırım. 
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